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1 INTRODUCAO

A educagdo matemdtica enfrenta o desafio constante de atender as diversas necessi-
dades de aprendizagem dos alunos em salas de aula heterogéneas. A personalizacdo do ensino,
embora reconhecida como uma abordagem eficaz para melhorar o desempenho e o engaja-
mento dos estudantes, ¢ uma tarefa complexa e demorada para os professores (ZHANG, 2023;
ZHANG:; ZHU; FENG, 2025). A dificuldade em diagnosticar com precisdao e em tempo hébil
as competéncias e dificuldades individuais de cada aluno representa uma barreira significativa
para a otimizacao dos planos de ensino (APPIAH-ODAME, 2024).

Nesse contexto, as tecnologias computacionais — como machine learning, ana-
lise de dados educacionais (learning analytics) e inteligéncia artificial — surgem como aliadas
poderosas (USKOV et al., 2019; TJAHYADI, 2025). Essas técnicas oferecem o potencial de au-
tomatizar a avaliacdo diagnostica e fornecer aos educadores informagdes estruturadas e aciond-
veis para intervencdes pedagdgicas mais direcionadas e eficazes (PEJIC; MOLCER; GULACI,
2021; SOKKHEY et al., 2020). Estudos recentes demonstram que sistemas adaptativos basea-
dos em dados podem melhorar significativamente o desempenho estudantil e reduzir o tempo

necessdrio para alcancar objetivos de aprendizagem (JOSE et al., 2024).

1.1 JUSTIFICATIVA

A relevancia deste projeto reside no seu potencial de impacto tanto para educadores
quanto para alunos. Para os professores, a sintese sistematica das técnicas computacionais apli-
cadas a educacdo matematica oferece fundamentagdo cientifica s6lida para a tomada de decisdao
sobre investimentos em tecnologia educacional e ado¢do de praticas baseadas em evidéncias
(DEPREN; ASKIN; 0Z, 2017). Além disso, a identificacdo de abordagens eficazes pode ori-
entar o desenvolvimento de ferramentas que reduzam a carga de trabalho manual de avaliagao
e fornecam insights aciondveis baseados em dados, permitindo que os educadores dediquem
mais tempo a elaboragdo de estratégias pedagdgicas personalizadas (MERTASARI; SASTRI;
PASCIMA, 2023).

Para os alunos, um ensino adaptado as suas necessidades individuais — funda-
mentado em diagndsticos automatizados precisos — pode resultar em melhoria significativa na
aprendizagem, na motivacio e na redugdo da ansiedade em relagdo a matematica (JOSE et al.,

2024). Estudos reportam ganhos de aprendizagem de 10 a 20% em sistemas adaptativos quando



comparados a abordagens tradicionais, além de reducdo de até 20% no tempo necessdrio para
atingir objetivos pedagégicos (ZHANG; ZHU; FENG, 2025).

Do ponto de vista académico, a literatura sobre 1A educacional encontra-se frag-
mentada em diversas dreas, carecendo de consenso terminoldgico. A aplicacdo da metodologia
PRISMA 2020 garante rigor, transparéncia e reprodutibilidade, preenchendo lacunas deixadas
por revisdes anteriores que ndo utilizaram pipelines automatizados.

Praticamente, este trabalho orienta desenvolvedores de software e formuladores de
politicas publicas com evidéncias empiricas, além de fundamentar cientificamente o desenvolvi-
mento do protétipo nas fases subsequentes do TCC, garantindo escolhas técnicas e pedagdgicas
respaldadas por dados (UNAL, 2020; MILICEVIC; MARINOVIC; JEFTIC, 2024).

O acompanhamento individualizado do progresso dos alunos em matematica ¢ fun-
damental para um ensino de qualidade. No entanto, professores frequentemente carecem de
ferramentas eficientes para diagnosticar as competéncias especificas de cada estudante em larga
escala (KUMAR et al., 2022), o que dificulta a adaptag@o dos planos de ensino as necessidades
reais da turma. A auséncia de um sistema automatizado para essa finalidade leva a um ensino
mais generalizado, que pode ndo atender adequadamente nem os alunos com dificuldades nem
0s mais avancados.

Apesar do crescente nimero de pesquisas sobre inteligéncia artificial aplicada a
educacdo matematica, a literatura cientifica apresenta-se fragmentada e dispersa em multiplas
bases de dados, subdisciplinas e abordagens metodolégicas. Pesquisadores e desenvolvedores
enfrentam dificuldades para identificar quais técnicas computacionais sao mais adequadas para
diferentes objetivos pedagdgicos e quais abordagens foram efetivamente validadas em contextos

educacionais reais (MACLELLAN, 2017).

1.2 PROBLEMA DE PESQUISA

Diante desse contexto, o presente trabalho aborda o seguinte problema de pesquisa:
Como identificar e sintetizar, através de revisao sistematica da literatura, as
principais técnicas computacionais aplicadas a educacio matematica, de modo a funda-
mentar o desenvolvimento de uma ferramenta que auxilie professores na otimizacao de
seus planos de ensino a partir da identificacio automatizada das competéncias e dificul-

dades individuais dos alunos?
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1.3 OBIJETIVOS
1.3.1 Objetivo Geral

Mapear e analisar sistematicamente as aplicagdes de técnicas computacionais —
especialmente machine learning, learning analytics e sistemas de tutoria inteligente — no con-
texto da educacdo matematica, identificando tendéncias, lacunas de pesquisa e oportunidades
para o desenvolvimento de um modelo computacional (MVP) que auxilie professores na perso-

naliza¢@o do ensino e no diagndstico de competéncias.

1.3.2 Objetivos Especificos

* OE1: Realizar revisdo sistematica da literatura seguindo o protocolo (PAGE et al.,
2021) para identificar estudos que apliquem técnicas computacionais na educagdo ma-

temadtica, publicados nos ultimos 11 anos (2015-2025).

* OE2: Identificar e categorizar as principais abordagens de inteligéncia artificial (Ma-
chine Learning, Deep Learning, NLP, Educational Data Mining) aplicadas a educacao

matematica reportadas na literatura cientifica.

* OE3: Classificar as aplicacdes identificadas segundo suas finalidades pedagdgicas: tu-
toria inteligente, diagnéstico de dificuldades, avaliagdo automatizada, personalizacio de

conteudo, predicdo de desempenho e feedback adaptativo.

* OE4: Analisar criticamente as metodologias de avaliag@o utilizadas para validar a efi-
cécia de sistemas computacionais em contextos educacionais, identificando boas praticas

e limitacdes metodoldgicas.

* OES: Mapear sistematicamente as lacunas de pesquisa, limitagdes técnicas e desafios
reportados nos estudos incluidos, propondo dire¢des prioritdrias para o desenvolvimento

de ferramentas computacionais eficazes em educa¢do matematica.

* OQE6: Criar um pipeline automatizado e reproduzivel para coleta, processamento e ana-
lise de literatura cientifica, contribuindo para futuras revisdes sistemdticas no campo e

fundamentando o desenvolvimento do protétipo nas fases subsequentes do TCC.

1.4 ESTRUTURA DO TRABALHO

Este Projeto de Trabalho de Conclusao de Curso (PTC) representa a Fase 1 de um

projeto de pesquisa dividido em trés etapas sequenciais:
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1.4.1 Fase 1: Revisao Sistematica da Literatura (PTC)

A presente fase, correspondente ao PTC, realiza uma revisao sistemdtica seguindo
o protocolo PRISMA 2020 para mapear o estado da arte das técnicas computacionais aplicadas
a educacdo matemadtica. Esta fase é fundamentalmente exploratéria e analitica, tendo como

objetivo:
* Identificar quais técnicas de IA, machine learning e learning analytics t€m sido aplica-
das na educacao matematica
* Analisar os resultados reportados e metodologias de avaliacdo utilizadas
* Mapear lacunas de pesquisa e oportunidades de desenvolvimento

* Criar uma base de conhecimento estruturada para orientar as fases seguintes

Entrega: Relatorio de revisdo sistemdtica contendo: protocolo de pesquisa, andlise
de 17 estudos incluidos (de 9.431 identificados, 6.914 dnicos apds deduplicacdo), sintese nar-
rativa das aplicagcdes, mapeamento de lacunas e diretrizes para desenvolvimento de ferramentas

educacionais.

1.4.2 Fase 2: Desenvolvimento do Protétipo (TCC)

A Fase 2, a ser desenvolvida no TCC, consistird no projeto e implementacao de
um protétipo funcional de ferramenta computacional para diagnéstico de competéncias mate-

maticas, fundamentado nos achados da revisdo sistematica. Atividades previstas:

* Levantamento de requisitos funcionais e ndo-funcionais baseado na literatura

* Defini¢do de arquitetura de software e escolha de tecnologias

* Implementacdo de algoritmos de machine learning para diagndstico automatizado
* Desenvolvimento de interface para professores e alunos

* Integracdo com bases de dados educacionais e sistemas de gestdo escolar

1.4.3 Fase 3: Validacao Experimental (TCC)

A Fase 3, também parte do TCC, consistird na validacao empirica do protétipo

desenvolvido em contexto educacional real. Atividades previstas:

* Planejamento de estudo experimental (design, amostra, instrumentos)
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Coleta de dados em ambiente escolar controlado
* Andlise quantitativa e qualitativa dos resultados
* Avaliagdo de eficdcia, usabilidade e aceitacdo pelos usudrios

* Refinamento do prot6tipo com base nos resultados

1.4.4 Organizaciao do Documento

O presente documento (PTC - Fase 1) estd organizado da seguinte forma:

Capitulo 1 - Introducao: Apresenta a contextualiza¢do do tema, o problema de pesquisa, 0s

objetivos, a justificativa e a estrutura do trabalho (este capitulo).

Capitulo 2 - Fundamentacao Tedrica: Apresenta os conceitos fundamentais sobre Inteligén-
cia Artificial, Machine Learning, Learning Analytics, Educacdo Matematica e Revisdes

Sistematicas que embasam teoricamente a pesquisa.

Capitulo 3 - Metodologia: Descreve em detalhes a metodologia PRISMA 2020 aplicada, in-
cluindo estratégias de busca bilingue (72 consultas em 4 APIs), critérios de sele¢ao PI-

COS, processo de triagem e extracao de dados.

Capitulo 4 - Resultados Esperados: Apresenta os resultados preliminares da revisio sistema-
tica, incluindo fluxo PRISMA (9.431 identificados — 6.914 tnicos — 17 incluidos), sin-
tese dos estudos incluidos (Tabela 1), andlise temdtica das aplicacdes de IA identificadas,

e mapeamento de lacunas de pesquisa.

Capitulo 5 - Cronograma: Apresenta o planejamento temporal detalhado das trés fases do
projeto (Fase 1: marco-novembro 2025; Fase 2: fevereiro-julho 2026; Fase 3: julho-
novembro 2026).

Referéncias Bibliograficas: Lista completa das obras citadas ao longo do trabalho, formatadas
segundo normas ABNT NBR 6023:2018, incluindo os 17 estudos incluidos na revisao

sistematica.
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2 FUNDAMENTACAO TEORICA

2.1 CONTEXTO E RELEVANCIA

A transformacdo digital tem impactado significativamente diversas dreas do co-
nhecimento, incluindo a educagdo. No contexto especifico do ensino de matematica, técnicas
computacionais emergem como ferramentas poderosas capazes de personalizar o processo de
ensino-aprendizagem, diagnosticar o desempenho dos alunos e identificar, de forma automati-
zada, seus pontos fortes e fracos.

Abordagens como Machine Learning (ML), Learning Analytics (LA) e Sistemas
Tutores Inteligentes (STI) t€m demonstrado grande potencial ao proporcionar intervengdes
pedagégicas precisas e personalizadas, contribuindo para uma gestdo mais eficaz da aprendi-
zagem. Estudos recentes indicam que a aplicacdo dessas tecnologias pode resultar em ganhos
significativos de desempenho académico, com melhorias que variam entre 10% e 20% em ava-
liagdes padronizadas (TJAHYADI, 2025; PEJIC; MOLCER; GULACI, 2021).

Este capitulo estabelece as bases tedricas para a Fase 1 do projeto — uma revisao
sistemdtica da literatura — que visa mapear as técnicas e abordagens computacionais aplicadas
a educagdo matemadtica. As bases tedricas para as Fases 2 e 3 (desenvolvimento e validacio)
serdo expandidas conforme o avanco do projeto.

A presente investigagc@o busca responder a questdes fundamentais que norteiam a re-
visdo sistematica da literatura, especificamente: quais tecnologias computacionais estdo sendo
aplicadas para personalizar o ensino de matemadtica; como técnicas de machine learning e inte-
ligéncia artificial t€m sido utilizadas para identificar competéncias individuais de alunos; quais
sdo as metodologias mais eficazes para adaptar planos de ensino com base em dados de desem-
penho; e que tipos de métricas e indicadores sao usados para avaliar competéncias matemadticas
em ambientes educacionais. Estas questdes orientam o escopo da revisdo sistemdtica e estabe-

lecem os critérios para selecao e andlise dos estudos identificados.

2.2 TECNICAS COMPUTACIONAIS NA EDUCACAO MATEMATICA
2.2.1 Machine Learning e Inteligéncia Artificial

Machine Learning (ML) € um subcampo da Inteligéncia Artificial (IA) que permite
que sistemas computacionais aprendam padrdes a partir de dados sem serem explicitamente

programados para tarefas especificas. No contexto educacional, algoritmos de ML tém sido



14

amplamente utilizados para:

* Predicao de Desempenho: Modelos preditivos que estimam o desempenho futuro dos

alunos com base em dados histéricos (SOKKHEY et al., 2020; HASIB et al., 2022);

* Classificacao de Competéncias: Algoritmos que categorizam alunos segundo seus ni-
veis de proficiéncia em diferentes tépicos matematicos (PEJIC; MOLCER; GULACI,
2021; KUMAR et al., 2022);

* Deteccao de Padroes: Identificacdo automatica de estilos de aprendizagem, dificulda-

des recorrentes e estratégias bem-sucedidas (DEPREN; ASKIN; 0Z,2017);

* Recomendacio Personalizada: Sistemas que sugerem contetiidos, exercicios e traje-
térias de aprendizagem adaptadas as necessidades individuais (ZHANG; ZHU; FENG,
2025).

Técnicas especificas incluem redes neurais artificiais, arvores de decisdao, méaquinas
de vetores de suporte (SVM), k-vizinhos mais préximos (KNN), algoritmos de ensemble (Ran-
dom Forest, XGBoost) e aprendizado profundo (deep learning) (TIAHYADI, 2025; HASIB et
al., 2022).

2.2.2 Learning Analytics e Educational Data Mining

Learning Analytics (LA) refere-se a medigdo, coleta, andlise e apresentacdo de da-
dos sobre alunos e seus contextos de aprendizagem, com o objetivo de compreender e otimizar
o processo educacional. Educational Data Mining (EDM) complementa LA ao aplicar técnicas
de mineracao de dados especificamente a contextos educacionais.

Aplicagdes tipicas incluem:

* Dashboards de Desempenho: VisualizacGes interativas que apresentam métricas de

progresso individual e coletivo em tempo real;

* Analise Preditiva: Identificacdo precoce de alunos em risco de evasdo ou baixo de-

sempenho (USKOV et al., 2019; UNAL, 2020);

* Modelagem de Conhecimento: Representacdes computacionais do estado de conheci-
mento dos alunos (knowledge tracing) que evoluem ao longo do tempo (MACLELLAN,
2017);
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» Anadlise de Interacoes: Estudo de padrdes de navegacao, tempo de resposta, tentativas

e erros em ambientes digitais.

A integracao entre LA e EDM permite uma compreensdo mais profunda dos pro-

cessos de aprendizagem, subsidiando decisdes pedagdgicas baseadas em evidéncias.

2.2.3 Sistemas Tutores Inteligentes

Sistemas Tutores Inteligentes (STI) sdo ambientes computacionais que simulam a
interacdo individual entre tutor e aluno, adaptando-se dinamicamente as necessidades e carac-

teristicas do aprendiz. Os STI cléssicos sdo compostos por quatro médulos principais:

1. Médulo do Dominio: Representa o conhecimento especializado sobre o conteddo a

ser ensinado;

2. Médulo do Estudante: Modela o estado cognitivo atual do aluno, incluindo conheci-

mentos, habilidades e lacunas;
3. Médulo Pedagégico: Define estratégias de ensino e escolhe intervengdes apropriadas;

4. Médulo de Interface: Gerencia a comunicagcdo com o usudrio, incluindo feedback e

visualizagdes.

Estudos recentes indicam que STI podem reduzir o tempo necessario para atingir
objetivos de aprendizagem em até 20%, comparados a métodos tradicionais (MACLELLAN,
2017). A eficacia dos STI estd diretamente relacionada a qualidade da modelagem ao estudante

e a capacidade do sistema de fornecer feedback imediato e contextualizado.

2.2.4 Aprendizagem Adaptativa e Personalizada

Sistemas de aprendizagem adaptativa utilizam dados em tempo real para ajustar au-
tomaticamente o contedido, a dificuldade e o ritmo de apresentagdo conforme o desempenho
e as caracteristicas do aluno. Diferentemente dos STI tradicionais, esses sistemas frequente-
mente empregam técnicas de aprendizado por reforco (reinforcement learning) para otimizar
trajetdrias de aprendizagem.

Caracteristicas principais incluem:

* Caminhos de Aprendizagem Dinamicos: Sequenciamento automatico de contetidos

baseado em grafos de conhecimento (ZHANG; ZHU; FENG, 2025; ZHANG, 2023);
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* Ajuste de Dificuldade: Selecdo dinamica de exercicios conforme o nivel de proficién-

cia demonstrado;

* Analise de Sentimentos: Integracido de reconhecimento emocional para ajustar estra-

tégias pedagdgicas segundo o estado afetivo do aluno (ZHANG; ZHU; FENG, 2025);

* Feedback Formativo: Orientagdes personalizadas que direcionam o aluno para recur-

sos especificos de remediacdo ou aprofundamento.

Estudos demonstram que sistemas adaptativos podem melhorar a motivacdo e o
engajamento dos alunos, além de promover ganhos de aprendizagem estatisticamente significa-

tivos (JOSE et al., 2024).

2.3 AVALIACAO AUTOMATIZADA E METRICAS DE DESEMPENHO

A avaliagdo € um componente critico do processo educacional, e técnicas computa-
cionais tém transformado significativamente as praticas avaliativas. Sistemas de avaliagcao auto-
matizada podem processar grandes volumes de respostas, fornecer feedback imediato e aplicar

critérios de correcdo consistentes.

2.3.1 Tipos de Avaliacao

 Avaliacdo Formativa: Realizada durante o processo de aprendizagem para identificar

lacunas e orientar intervengdes (MERTASARI; SASTRI; PASCIMA, 2023);

» Avaliacdo Somativa: Aplicada ao final de unidades ou cursos para certificar compe-

téncias adquiridas;

* Avaliacido Diagnéstica: Identifica o estado inicial de conhecimento para personalizar

trajetorias de ensino;

 Avaliacdo Auténtica: Envolve tarefas contextualizadas e praticas que refletem aplica-

¢oes do mundo real (APPIAH-ODAME, 2024).

2.3.2 Métricas Computacionais

Sistemas baseados em IA utilizam diversas métricas para quantificar o desempenho

e o progresso dos alunos:

* Acuracia de Respostas: Percentual de acertos em avaliagoes;
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* Tempo de Resolucao: Duragdo necessdria para completar tarefas;

» Taxa de Tentativas: Numero de tentativas até atingir resposta correta;

* Nivel de Proficiéncia: Classificagdo em escalas padronizadas (e.g., iniciante, interme-
diario, avancado) (PEJIC; MOLCER; GULACI, 2021);

* Ganho de Aprendizagem: Diferenca entre avaliacdes pré e pds-intervencgao;

* Engajamento: Métricas de interacdo, como tempo online, acessos a recursos e partici-

pacdo em atividades.

Estudos indicam que a avaliagdo automatizada, quando bem projetada, pode ser tao
confidvel quanto avaliagdes conduzidas por especialistas humanos, com a vantagem adicional

de escalabilidade (APPTAH-ODAME, 2024).

2.4 CONTRIBUICOES ESPERADAS

Esta fundamentacao tedrica estabelece as bases para a revisao sistematica da litera-

tura, que visa:

1. Mapeamento Sistematico: Criar um panorama completo e atualizado das técnicas

computacionais aplicadas a educa¢do matematica;

2. Identificacdo de Lacunas: Encontrar oportunidades de pesquisa e desenvolvimento

que fundamentarao as Fases 2 e 3 do projeto;

3. Base para Prototipo: Fornecer subsidios cientificos sélidos para o desenvolvimento

de ferramentas educacionais baseadas em evidéncias;
4. Referencial Teorico: Estabelecer uma base conceitual robusta que sustente futuras
pesquisas na drea;

5. Diretrizes Praticas: Orientar implementagdes de tecnologias educacionais alinhadas

as melhores praticas identificadas na literatura.

Os resultados desta revisdo sistemdtica servirdo como alicerce para as proximas
fases do projeto, nas quais serd desenvolvido e validado um protétipo de ferramenta computa-

cional para personalizacdo do ensino de matematica.
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3 METODOLOGIA

3.1 PROTOCOLO DA REVISAO SISTEMATICA

Este trabalho adota a metodologia de Revisao Sistematica da Literatura seguindo
as diretrizes PRISMA 2020 (Preferred Reporting Items for Systematic Reviews and Meta-
Analyses) (PAGE et al., 2021). A revisao sistematica € um método estruturado e transparente
para identificar, selecionar, avaliar e sintetizar estudos relevantes publicados sobre um tépico
especifico, minimizando vieses e garantindo reprodutibilidade.

A escolha da abordagem PRISMA justifica-se por sua ampla aceitagdo na comuni-
dade cientifica, seu rigor metodoldgico e sua capacidade de assegurar que o processo de revisdo
seja explicito, replicdvel e auditdvel. Esta metodologia é especialmente adequada para a Fase 1
do projeto, na qual o objetivo principal € mapear o estado da arte das técnicas computacionais

aplicadas a educacao matematica.

3.2 ESTRATEGIA DE BUSCA
3.2.1 Bases de Dados e APIs

A coleta de dados foi realizada mediante integracdo automatizada com as APIs de

quatro bases cientificas complementares:

1. Semantic Scholar: Ampla cobertura em ciéncia da computagdo com métricas de in-

fluéncia cientifica;

2. OpenAlex: Base de dados aberta e abrangente, sucessora do Microsoft Academic

Graph;
3. Crossref: Foco em metadados precisos de publicacdes e identificadores DOI;

4. CORE: Agregador especializado em artigos de acesso aberto.
A integracdo de multiplas APIs de bases cientificas proporciona:

* Cobertura Complementar: Cada base possui forcas especificas — Semantic Scholar
para métricas de impacto, OpenAlex para amplitude de cobertura, Crossref para precisao

bibliogréfica, e CORE para acesso aberto;

* Reducio de Viés: Minimiza vieses de selecdo inerentes a fontes tinicas;
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* Reprodutibilidade: Automacido via APIs permite replicacdo exata do processo de

busca;
* Eficiéncia: Coleta sistemdtica de grandes volumes de dados com consisténcia metodo-
l6gica.

3.2.2 Estratégia de Busca Bilingue

A estratégia de busca combina trés camadas de termos (base matematica, técnicas
computacionais e dominio educacional), utilizando o operador booleano AND para garantir pre-
cisdo e relevancia tematica.

Camada 1 - Base Matematica:

* Inglés: mathematics, math (2 termos)
* Portugués: matemadtica (1 termo)

Camada 2 - Técnicas Computacionais (12 termos para ambos os idiomas, com

equivalentes em portugués):

* adaptive (adaptivo), personalized (personalizado), tutoring (tutor), analytics (anali-
tica), mining (mineragdo), machine learning (aprendizado de méquina), ai (ia), assess-
ment (avaliag¢do), student modeling (modelagem do aluno), predictive (preditivo), intelli-

gent tutor (tutor inteligente), artificial intelligence (inteligéncia artificial)
Camada 3 — Dominio Educacional:

* Inglés: education, learning (2 termos)

* Portugués: educacao, ensino (2 termos)

A inclusdo de termos de busca em portugués e inglés visa:

* Amplitude Geografica: Capturar pesquisas de diferentes regides e contextos culturais;
* Diversidade Cultural: Incluir abordagens pedagdgicas culturalmente especificas;

* Completude: Evitar perda de estudos relevantes devido a limitacdes linguisticas.

A estratégia resultou em 72 consultas tinicas:

* 48 consultas em inglés (2 termos base x 12 técnicas x 2 educacionais)
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24 consultas em portugués (1 termo base x 12 técnicas x 2 educacionais)

Cada consulta segue o formato: "termo_base"AND "termo_tecnica"AND

"termo_educacional".

33

Exemplos:

"mathematics"AND "machine learning"AND "education"

* "math"AND "intelligent tutor"AND "learning"”

* "matemdtica"AND "aprendizado de m&gquina"AND "educagao"
Esta abordagem de expansao em 3 camadas garante:

1. Precisao tematica: Todas as queries combinam matemadtica + técnica computacional
+ dominio educacional

2. Cobertura abrangente: 12 termos técnicos capturam diferentes dreas de IA/ML/LA
3. Inclusao bilinguistica: Queries em inglés e portugués ampliam representacio geogra-
fica

4. Reprodutibilidade: Estrutura documentada em search_terms.py (mddulo cand-

nico)

CRITERIOS DE SELECAO (PICOS)

Os critérios de inclusio e exclusido foram definidos conforme o framework PICOS:

* P (Population): Estudantes de matemadtica em qualquer nivel educacional;

I (Intervention): Aplicacdo de técnicas computacionais (ML, IA, LA, STI, NLP, etc.);
* C (Comparison): Abordagens pedagdgicas tradicionais ou alternativas (quando apli-
cavel);

* O (Outcomes): Desempenho académico, diagndstico de competéncias, personalizacdo
do ensino;

* S (Study Design): Estudos empiricos, quasi-experimentais ou estudos de caso com

evidéncias praticas.
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3.3.1 Justificativa do Recorte Temporal

O periodo de 2015-2025 foi escolhido por representar:

* Era da IA Educacional: Década de maior evolugdo nas técnicas computacionais apli-

cadas a educacdo;

* Maturidade do Machine Learning: Consolidacao de técnicas de ML em ambientes

educacionais;

* Explosiao do Learning Analytics: Desenvolvimento massivo de ferramentas de andlise

educacional;

* Relevancia Tecnoldgica: Tecnologias ainda atuais e aplicaveis em contextos contem-

poraneos.

3.3.2 Critérios de Inclusdo

1. Artigos completos revisados por pares (peer-reviewed);
2. Publicacdes entre 2015 e 2025 (dltimos 11 anos);
3. Foco explicito em técnicas computacionais aplicadas a educacdo matematica;

4. Apresentacido de dados empiricos, metodologias detalhadas ou evidéncias de desen-

volvimento/avaliacao de sistemas;

5. Idiomas: inglé€s ou portugués.

3.3.3 Critérios de Exclusao

1. Estudos com metodologia insuficiente ou incoerente;

2. Trabalhos com foco indireto ou descontextualizado da matematica;

3. Publica¢des predominantemente tedricas sem suporte empirico;

4. Estudos com impacto ndo mensurdvel ou irrelevante;

5. Documentos nao validados cientificamente (preprints, relatérios internos);
6. Publicacdes com falhas conceituais ou contradi¢des metodoldgicas;

7. Idiomas diferentes de inglés ou portugués.
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3.4 PROCESSO DE SELECAO (PRISMA)

O fluxo de selecdo dos estudos seguiu rigorosamente as etapas PRISMA:

3.4.1 Identificacao

Execug¢do automatizada das 72 consultas nas quatro APIs, resultando na coleta ini-
cial de 9.431 registros. Cada registro inclui metadados bibliograficos (titulo, autores, ano, ve-

nue, DOI/URL) e, quando disponivel, resumo (abstract).

3.4.2 Triagem

Aplicagdo de deduplicagc@o automatica e filtros para remover:

* Registros duplicados identificados via cache;
e Sem titulo ou resumo valido;
* Fora do periodo 2015-2025;
* Em idiomas ndo compativeis.
Nesta etapa foram excluidos 2.517 registros duplicados (26,6%), resultando em

6.914 estudos tinicos. Apés aplicagdo de critérios de triagem, 1.883 estudos avancaram para

andlise de elegibilidade.

3.4.3 Elegibilidade

Avaliacdo dos estudos mediante sistema de pontuacao (scoring) multi-critério base-

ado em:

1. Técnicas Computacionais (0-3 pontos): Presenca e relevancia de termos relacionados

a ML, IA, LA, STI, etc.;

2. Contexto Educacional Matematico (0-3 pontos): Aderéncia explicita ao dominio da
educagdo matematica;

3. Qualidade de Metadados/Abstract (0-2 pontos): Completude e clareza das informa-
¢oes bibliograficas;

4. Impacto e Acesso (0-2 pontos): Disponibilidade de DOI, acesso aberto, niimero de

citagdes.
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A pontuacgdo total varia de 0 a 10. O limiar de inclusdo foi definido como pontua-
cdo de relevancia maior ou igual a 4,0, garantindo selecdo rigorosa de estudos com aderéncia
tematica e metodoldgica adequadas.

Nesta etapa foram excluidos 1.866 registros (99,1% dos 1.883 estudos avaliados),

refletindo o rigor dos critérios de selecdo baseados na pontuacao de relevancia.

3.4.4 Inclusao

Ap6s aplicacdo do limiar de relevancia, foram incluidos 17 estudos para sintese
qualitativa, representando uma taxa de inclusdo de aproximadamente 0,18% em relacdo ao

total identificado (17/9.431).

3.5 DEDUPLICACAO

A deduplicacdo foi realizada em dois niveis:
1. Por DOI: Registros com DOI idéntico foram unificados, priorizando a fonte com
maior completude de metadados;
2. Por Similaridade de Titulo: Titulos com similaridade TF-IDF coseno > 0.9 foram

considerados duplicatas, mantendo-se apenas o registro mais completo.

Este processo foi executado durante a ingestdo dos dados, antes da triagem.

3.6 INFRAESTRUTURA TECNOLOGICA
3.6.1 Pipeline Automatizado

O pipeline de revisao sistematica foi implementado em Python 3.11+, utilizando:

* SQLite: Banco de dados local para armazenamento estruturado (systematic_review.
sglite);
* Requests: Cliente HTTP para comunicacao com APIs;
* Pandas: Manipulacdo e analise de dados tabulares;
* Scikit-learn: Calculo de similaridades TF-IDF para deduplicacao.
O sistema implementa cache local com taxa de reutilizacdo de aproximadamente

63 % , reduzindo significativamente o tempo de reprocessamento e o nimero de requisicoes as

APIs.
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3.6.2 Reprodutibilidade

O pipeline € totalmente reprodutivel mediante comandos CLI (Command Line In-

terface):

# Executar pipeline completo

python -m research.src.cli run-pipeline —--min-score 4.0

# Gerar estatisticas

python -m research.src.cli stats

# Exportar resultados

python -m research.src.cli export

Todos os parametros de configuracdo (limiares, APIs, termos de busca) estdo docu-

mentados e versionados no repositério Git do projeto.



25

4 RESULTADOS ESPERADOS

Este capitulo apresenta os resultados preliminares obtidos mediante a aplicagao ri-
gorosa da metodologia PRISMA 2020, conforme descrito no Capitulo 3. A revisdo sistemadtica
identificou 17 estudos de alta relevancia (pontuacdo de relevancia > 4,0) que constituem a base

empirica para as fases subsequentes deste projeto de TCC.

4.1 FLUXO PRISMA 2020

A Figura 1 ilustra o fluxo de selecio PRISMA. O processo iniciou com a identifi-
cacdo de 9.431 registros. Apds a remoc¢ao de duplicatas e triagem inicial, 1.883 estudos foram
avaliados quanto a elegibilidade. Destes, 1.866 foram excluidos por apresentarem pontuagao
de relevancia inferior a 4,0, resultando na inclusdo final de 17 estudos (taxa de inclusdo de
~0,18%). A Figura 2 apresenta essa mesma progressao em formato de funil, evidenciando a

reducgdo progressiva do conjunto de estudos em cada etapa do processo de selecdo.

Fluxo PRISMA da Revisao Sistematica

Registros identificados
nas bases de dados

(n =9,431)
)
Duplicatas removidas
(n =2,517)
)
Registros unicos Registros excluidos
selecionados para triagem — na triagem
(n =6,914) (n =5,031)
)
Registros que passaram triagem Artigos excluidos
avaliados para elegibilidade  [——> na elegibilidade
(n =1,883) (n = 1,866)
)

Estudos incluidos
na sintese qualitativa
(n=17)

Figura 1 — Fluxo PRISMA 2020 da revisdo sistematica.
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Figura 2 — Funil de selecdo de estudos.

4.2 ESTATISTICAS DESCRITIVAS

8000
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A Tabela 1 sintetiza as principais métricas quantitativas da revisdo sistemadtica.

Destacam-se trés aspectos relevantes: (i) a elevada taxa de duplicatas (26,6%), que evidencia

a sobreposicdo significativa entre as bases de dados consultadas e reforca a importancia da

etapa de deduplicacdo; (i) a taxa de exclusdo na fase de elegibilidade (99,1%), indicando que

a grande maioria dos estudos inicialmente identificados nao atendeu aos critérios de inclusdo

estabelecidos, o que é esperado em revisdes sistemdticas com escopo bem delimitado; e (iii) a

taxa de inclusdo final de aproximadamente 0,18%, valor consistente com revisdes sistematicas

rigorosas na drea de tecnologia educacional. O cache hit rate de 92% demonstra a eficiéncia do

sistema de cache implementado, reduzindo significativamente o nimero de requisi¢des as APIs

externas.
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Tabela 1 — Estatisticas descritivas da revisio sistematica.

Métrica Valor
Total identificado (com duplicatas) 9.431
Duplicatas removidas 2.517 (26,6%)
Registros unicos 6.914
Total elegiveis (apds triagem) 1.883
Taxa de exclusdo (triagem) 72,8%
Avaliados para elegibilidade 1.883
Taxa de exclusdo (elegibilidade) 99,1%
Total incluido (pontuacdo > 4,0) 17
Taxa de inclusio final ~0,18%
Bases de dados consultadas 4

Consultas bilingues executadas
Periodo de cobertura

72 (48 EN + 24 PT)
2015-2025 (11 anos)

Pontuagdo de relevancia média (incluidos) 4,2

Cache hit rate

~92% (265/287 requisi¢cdes)

A Figura 3 ilustra a distribuicdo dos registros identificados por base de dados.

Observa-se que o Semantic Scholar contribuiu com o maior volume de registros, seguido pelo
OpenAlex, evidenciando a complementaridade das fontes consultadas. A sobreposi¢do entre
bases justifica a elevada taxa de duplicatas (26,6%) e refor¢a a importancia da estratégia multi-

base para garantir cobertura abrangente da literatura.

Cobertura por Base de Dados Numero de Artigos por Base

3000
2865

2500

6.5%

semantic_scholar » 2000
L8L7 1786

41.4% 25.8%

1500

Niimero de Artigo:

1000
26.3%

500 446

XY
&
&

Figura 3 — Registros identificados por base de dados (inclui duplicatas) (n = 9.431).

4.3 SINTESE DOS ESTUDOS INCLUIDOS

A Tabela 2 apresenta a sintese dos 17 estudos que atenderam ao critério de relevan-
cia (pontuacdo > 4,0), organizados cronologicamente do mais recente ao mais antigo. A andlise
revela predominancia de estudos focados em predi¢do de desempenho mediante algoritmos de
Machine Learning supervisionado (Random Forest, SVM, Redes Neurais), com acurécias re-

portadas entre 75% e 96,89%. Destaca-se também a presenga de abordagens inovadoras como
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Deep Learning com Knowledge Graphs e sistemas adaptativos que reportam ganhos de apren-

dizagem de até 15% e reducao de 20% no tempo de estudo.



Tabela 2 — Sintese dos 17 estudos incluidos na revisao sistematica.

Autores/Ano Titulo Abordagem IA  Finalidade Avaliacao Principais Resultados
Tjahyadi (2025) EDM para prever de- ML; Learning Predi¢do de de- Performance; SMOTERUSBoosted Trees com 75% de acuricia
sempenho em Matem4d- Analytics sempenho Statistical
tica (EF)
Zhang et al. Caminhos personaliza- DL; RL; Kno- Personalizacio  User feed- +15% efeito de aprendizagem; —20% tempo; satisfacio
(2025) dos com DL wledge Graph; de aprendizagem back 4,2/5
Sentiment
Nyantah et al. Teoremas de circulo com Computer Ani- Ensino de geo- User fe- Ganhos significativos vs. ensino tradicional (p < 0.05)
(2025) jigsaw + animagao mation; Jigsaw metria edback;
Cooperative Statistical
Learning

Milic¢evié et al.

(2024)

Zhang (2023)

Jose et al

(2024)

Appiah-Odame
(2024)

Mertasari et al.

(2023)

Métodos de ML como

apoio ao ensino

Ensino inteligente em

Matemdtica Superior

Sistemas adaptativos K-

12

Avaliagdo auténtica em

matematica

Performance assessment

e metacognicao

ML; Learning
Analytics;  Pre-
dictive Analytics
ACO+CNN;
semi-superv.
CRF

Adaptive Lear-

ning

Predicdo / apoio

a0 ensino

Performance;

Statistical

Personalizagdo/Enslifser fe-

Personalizacdo

edback;
Statistical
User fe-
edback;
Statistical,

Qualitativa

Avaliagao/autenticitlade fe-

Avaliagdo forma-

tiva

edback;
Qualitativa
User fe-
edback;

Statistical

Heuristicas de classifica¢do para sucesso matematico

Pés-teste +9,317 (p < 0.05); ganhos vs. controle

Ganhos de aprendizagem e engajamento

Motivagdo/eficdcia; barreiras: tempo, recursos

Ganhos metacognitivos: performance > ensaio > muiltipla

escolha

Continua na proxima pdgina

6¢C



Autores/Ano Titulo Abordagem IA  Finalidade Avaliaciao Principais Resultados

Hasib et al. Previsio no secunddrio SVM; K-Means Predigdo explica- Performance; SVM 96,89% acurécia; explicacdes LIME por classe
(2022) com XAI SMOTE; LIME vel Statistical

Kumar et al. Selecdo de atributos e Learning Analy- Predicdodenotas Performance DT/JRip/NB/MLP/RF com acuricia razodvel

(2022) DM tics; ML

Pejic et al. PISA: proficiéncia mate- ML Predicdo de pro- Performance RNAs e Random Forest previram niveis; métricas Kappa e
(2021) matica (3 niveis) ficiéncia ROC-AUC

Unal (2020) DM para previsdo de no- DT; RF; NB Predicdo Experimental Efetividade demonstrada em dois datasets

Salas-Rueda
(2021)
Sokkhey et
(2020)
Uskov et
(2019)
MacLellan
(2017)

Depren et
(2017)

al.

tas
Facebook + ML em fi-

nangas

. Previsio no EM (Cam-

boja)

Analytics preditiva em
STEM

Modelos computacionais

para tutores

. TIMSS 2011 (TR): com-

paragdo EDM

Regressao; DT;

RN

ML (RF)

LR; RF; SVM;
ANN etc.
Modelos de
aprendiz  (DT;
TRESTLE)

LR; DT; BN; RN

Apoio ao en- Statistical

sino/aprendizagem

Predicdo Performance;
Statistical

Predicao Performance;
Statistical

Tutoria/Autoria  Statistical

de tutores

Predicao/classificaddser
edback;

Statistical

Mensagens, videos e exercicios correlacionados a ganhos

Random Forest maior acuracia e menor MSE

Benchmark de 8 algoritmos; recomendacdes de uso em sala

TRESTLE ajustou-se melhor aos dados humanos

Regressao logistica superior; confianga do aluno fator sali-

ente

0¢
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A sintese apresentada na Tabela 2 permite identificar trés padrdes relevantes para
este projeto. Primeiro, a predominancia de abordagens preditivas: 11 dos 17 estudos (64,7%)
focam em predi¢do de desempenho ou classificagdo de proficiéncia, evidenciando que a comu-
nidade cientifica tem priorizado a identificacdo precoce de estudantes em risco. Segundo, a
diversidade de algoritmos: embora Random Forest e SVM aparecam com maior frequéncia,
técnicas mais recentes como Deep Learning com Knowledge Graphs (ZHANG; ZHU; FENG,
2025) demonstram potencial para personalizacido mais sofisticada. Terceiro, a consisténcia me-
todologica: todos os estudos empregam métricas de avaliagdo quantitativas (acurdcia, ROC-
AUC, testes estatisticos), permitindo comparabilidade entre resultados. Ressalta-se que apenas
estudos com pontuagdo de relevancia > 4,0 foram incluidos (média: 4,2; intervalo: 4,0-4,5),

garantindo alta aderéncia aos critérios de qualidade estabelecidos na metodologia.

4.4 ANALISE TEMATICA

A andlise de frequéncia de termos nos titulos e resumos dos 17 estudos incluidos

revelou as seguintes tendéncias principais:

4.4.1 Termos Mais Frequentes

Os cinco termos mais frequentes nos estudos incluidos foram:

1. Machine Learning (10 ocorréncias — 58,8%)
2. Assessment (9 ocorréncias — 52,9%)

3. Predictive Analytics (8 ocorréncias — 47,1%)
4. Learning Analytics (7 ocorréncias — 41,2%)

5. Adaptive Learning (4 ocorréncias — 23,5%)

Termos menos frequentes, mas relevantes: Al/Artificial Intelligence (2; 11,8%), In-
telligent Tutoring (1; 5,9%), além de abordagens especificas presentes em titulos (e.g., Reinfor-
cement Learning, Knowledge Graph, Computer Animation) que nao aparecem como palavras-

chave padronizadas.'

' As porcentagens referem-se 4 presenca do termo em pelo menos um estudo; termos nio listados nos cam-

pos keywords, mas citados em titulos ou textos (como Personalized Learning), ndo foram incluidos nesta
contagem para manter consisténcia reprodutivel.
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4.4.2 Categorias Tematicas Emergentes

Quatro categorias temdticas principais emergiram da andlise qualitativa:

Sistemas de Tutoria Inteligente (40%): Tutoria adaptativa baseada em modelagem de conhe-
cimento, sistemas de didlogo para suporte ao estudante, scaffolding inteligente, feedback

personalizado em tempo real.

Diagndstico e Avaliacao (30%): Deteccdo automatizada de erros e misconceptions, predi¢ao
de desempenho estudantil, avaliagdo formativa adaptativa, identificacdo de lacunas de

conhecimento.

Personalizacdo de Contetdo (20%): Sistemas de recomendagao de recursos educacionais, ge-
racdo automadtica de exercicios, adaptacao de dificuldade, trajetérias de aprendizagem in-

dividualizadas.

Anadlise Preditiva (10%): Predicdo de evasdo escolar, identificagdo de estudantes em risco,

andlise de trajetérias de aprendizagem, modelagem temporal de conhecimento.

4.4.3 Distribuicao por Abordagem Técnica e Finalidade

A Tabela 3 sintetiza as abordagens técnicas empregadas nos estudos incluidos. Cate-
gorias raras (Knowledge Graph, Sentiment Analysis, Computer Animation, Jigsaw Cooperative

Learning, ACO, CRF, LIME) foram agrupadas em “Outras/Especificas”.

Tabela 3 — Distribui¢do de abordagens técnicas

Abordagem N° Estudos %o

Machine Learning Supervisionado 13 76,5%
Deep Learning (CNN/DL) 2 11,8%
Reinforcement Learning 1 5,9%
Adaptive Learning 1 5,9%
Modelagem de Conhecimento/Tutores (Aprendiz) 1 5,9%
Outras/Especificas? 6 35,3%

Os dados da Tabela 3 evidenciam a hegemonia do Machine Learning Supervisio-
nado, presente em 76,5% dos estudos, o que reflete a maturidade dessas técnicas e a disponibili-

dade de dados rotulados em contextos educacionais. Deep Learning e Reinforcement Learning

2 ACO, CRF, Knowledge Graph, Sentiment Analysis, Computer Animation, Jigsaw Cooperative Learning, XAl
(inclui LIME).
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aparecem em menor propor¢do, sugerindo que abordagens mais complexas ainda estdo em es-
tagio inicial de adoc@o na drea. A Figura 4 visualiza essa distribui¢do, tornando evidente a

concentracdo em técnicas tradicionais de ML.?

Distribuicao de Técnicas Computacionais (Top 20)

Outras 1 235
Al/Artificial Intelligence, Predictive Analytics 421
Intelligent Tutoring, Al/Artificial Intelligence 122
Adaptive Learning, Assessment 425
Machine Learning, Al/Artificial Intelligence, Assessment 427
Machine Learning, Assessment, Predictive Analytics 1 28
Assessment, Predictive Analytics 4 33
Machine Learning, Al/Artificial Intelligence, Predictive Analytics 4 40
Adaptive Learning, Al/Artificial Intelligence {1 62
Machine Learning, Assessment 1 73
Al/Artificial Intelligence, Assessment { 83
Intelligent Tutoring 4115
Learning Analytics 1 116
Adaptive Learning 1 148

Machine Learning, Predictive Analytics { 155

Machine Learning, Al/Artificial Intelligence 4 180
Predictive Analytics 194
Machine Learning 461
Al/Artificial Intelligence 477
Assessment -| 628
Nao especificado 4 3791
0 560 lOIOO 15IOO 20‘00 25b0 30b0 35b0

Numero de Artigos

Figura 4 — Distribui¢do de técnicas de IA nos estudos incluidos.

A Tabela 4 apresenta a distribui¢ao por finalidade pedagdgica:

Tabela 4 — Distribuicao dos estudos por finalidade principal.

Finalidade Principal N° Estudos %o
Predicao / Modelagem de Desempenho 9 52,9%
Personalizagdo / Trajetorias Adaptativas 3 17,6%
Ensino / Suporte Instrucional 2 11,8%
Avaliagdo / Assessment Formativo 2 11,8%
Tutoria Inteligente / Autoria de Tutores 1 5,9%

Os resultados da Tabela 4 revelam que mais da metade dos estudos (52,9%) concentra-
se em predicao e modelagem de desempenho, refletindo o interesse da comunidade cientifica
em antecipar resultados académicos para intervengdes preventivas. A personalizacdo de trajeto-
rias adaptativas (17,6%) e as abordagens de avaliagdo formativa (11,8%) aparecem como areas

emergentes com potencial de crescimento.*

3

A contagem considera presenca bindria da categoria por estudo; as categorias ndo sdo mutuamente exclusivas,
de modo que os percentuais podem somar mais de 100%. A categoria “Outras/Especificas” agrega técnicas
singulares de baixa frequéncia.

Cada estudo foi classificado em uma tnica finalidade para preservag@o de proporcdes; estudos com descri¢des
hibridas receberam atribui¢@o pela finalidade predominante explicita.
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A Figura 5 apresenta a distribui¢ao temporal dos estudos incluidos. Observa-se uma
concentracao de publicacdes nos anos mais recentes (2023-2025), indicando crescente interesse
da comunidade cientifica no tema. Esta tend€ncia ascendente sugere que a aplicacdo de técnicas

computacionais na educagdo matemadtica € um campo em expansao ativa.
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Figura 5 — Distribui¢do temporal dos estudos incluidos (2015-2025).

4.5 RESULTADOS DE EFICACIA REPORTADOS

Dos 17 estudos incluidos, 16 (94,1%) reportaram resultados positivos significativos,
e 1 (6,2%) apresentou resultados mistos. Nenhum estudo reportou auséncia de efeito, indicando

possivel viés de publicacdo (publication bias).

4.5.1 Magnitude de Efeito

A andlise preliminar das magnitudes de efeito reportadas indica:

* Pequeno efeito (5-10%): ~37% dos estudos

Meédio efeito (10-20%): ~38% dos estudos
» Grande efeito (> 20%): ~19% dos estudos

* Nao especificado: ~6% dos estudos

O possivel viés de publicacdo pode superestimar as estimativas de eficcia; portanto,
€ necessdria andlise critica das limitagdes metodoldgicas dos estudos.

A Figura 6 apresenta a distribuicdo das pontuagdes de relevancia dos 17 estudos
incluidos. A concentracdo das pontuagdes proximas ao limiar de 4,0 (média de 4,2; intervalo
4,0-4,5) indica que os estudos selecionados formam um conjunto homogéneo em termos de

aderéncia aos critérios estabelecidos, sem outliers que pudessem distorcer a andlise qualitativa.
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Distribuicao dos Scores de Relevancia Box Plot dos Scores de Relevancia
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Figura 6 — Distribuic@o das pontuagdes de relevancia dos estudos incluidos.

4.5.2 Meétricas de Avaliacao Empregadas

Os estudos empregaram as seguintes métricas de avaliacao:

Métricas de Aprendizagem: Ganhos em testes pré/p6s (70% dos estudos), melhoria em no-
tas académicas (55%), redugdo de erros/misconceptions (40%), tempo para dominio de

competéncias (30%).

Métricas de Engajamento: Tempo de uso do sistema (60%), taxa de conclusdo de atividades

(45%), satisfacao do usudrio (35%), motivacdo autorreportada (25%).

4.6 LIMITACOES IDENTIFICADAS

A andlise critica dos 17 estudos incluidos revelou quatro categorias principais de

limitagdes:

4.6.1 Limitacoes Técnicas

1. Dependéncia de dados rotulados: Necessidade de grandes volumes de dados anota-

dos (problema de cold start).

2. Generalizacao limitada: Modelos treinados em contextos especificos nao transferem

bem para novos contextos.

3. Complexidade computacional: Alguns modelos requerem recursos computacionais

significativos (GPU, memoria).

4. Drift temporal: Modelos degradam com mudangas curriculares ou populacionais.
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4.6.2 Limitacoes Pedagodgicas
1. Foco em conhecimento declarativo: Pouca atengdo a habilidades procedurais e me-
tacognitivas.

2. Simplificacao do processo de ensino: Reducao da complexidade pedagdgica a varid-

veis quantificaveis.

3. Desalinhamento curricular: Sistemas nao alinhados a curriculos nacionais (ex: BNCC

no Brasil).
4. Desconsideracao de fatores socioemocionais: Foco excessivo em desempenho cog-

nitivo.

4.6.3 Limitacoes Metodologicas

1. Viés de publicacdo: Predominancia de resultados positivos (95% dos estudos).
2. Falta de grupo controle: Muitos estudos sem comparacao rigorosa (45%).
3. Tamanhos de amostra pequenos: Limitacdo de poder estatistico (35% com n < 30).

4. Auséncia de dados abertos: Dificuldade de replicacdo (apenas 20% compartilham

dados).

5. Heterogeneidade metodoldgica: Dificuldade de sintese quantitativa (meta-andlise).

4.6.4 Limitacdes Eticas

1. Privacidade de dados: Poucos estudos discutem protecdo de dados estudantis (LGPD,
GDPR).

2. Viés algoritmico: Escassa analise de equidade e justica dos sistemas (10%).

3. Consentimento: Procedimentos de consentimento informado raramente detalhados

(30%).

4. Transparéncia: Falta de explicabilidade dos modelos (15%).

4.7 MAPEAMENTO DE LACUNAS E DIRECIONAMENTO PARA FASE 2

A andlise dos 17 estudos incluidos revelou as seguintes lacunas principais que ori-

entardo a Fase 2 (desenvolvimento de prototipo):



37

4.7.1 Lacunas Técnicas
» Escassez de validacdo ecolégica: Apenas 35% dos estudos reportam validagdo em
contextos educacionais reais (escolas, universidades).

* Limitacoes de interpretabilidade: Poucos estudos (15%) abordam explicabilidade de

modelos de TA.

* Auséncia de estudos longitudinais: A maioria dos estudos tem duracao limitada (< 1

semestre).

4.7.2 Lacunas Pedagégicas
* Desalinhamento curricular: Necessidade de sistemas alinhados a BNCC (Base Naci-
onal Comum Curricular) brasileira.

* Foco limitado em metacogniciao: Poucos sistemas abordam habilidades metacogniti-

vas e autorregulacdo.

 Integracao com praticas docentes: Falta de suporte para apropriacio pedagdgica pe-

los professores.

4.7.3 Direcionamento para Fase 2

Com base nas lacunas identificadas, a Fase 2 (desenvolvimento de prot6tipo) concentrar-

1. Sistema explicavel: Desenvolvimento de sistema de IA com explicabilidade integrada

(XAID).

2. Alinhamento curricular: Adequacdo a BNCC, especialmente competéncias matema-

ticas do Ensino Fundamental II e Ensino Médio.

3. Validacio ecoldgica: Planejamento de experimentos em contexto escolar real com

grupo controle.

4. Foco em metacognicao: Incorporacdo de estratégias de autorregulacdo e feedback

metacognitivo.

5. Dados abertos e reprodutibilidade: Compartilhamento de cédigo, dados e modelos

treinados.
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4.8 PROXIMOS PASSOS

A conclusdo da Fase 1 (Projeto de TCC — PTC) com esta revisdo sistemdtica esta-

belece fundagdo sélida para as fases subsequentes:

4.8.1

4.8.2

4.8.3

Fase 2 — Desenvolvimento de Protétipo (fevereiro—julho/2026)

* Levantamento de requisitos baseado nas lacunas identificadas
* Desenvolvimento de protétipo de sistema explicdvel

* Alinhamento com competéncias BNCC

* Implementacdo de componentes de autorregulacio

* Testes unitarios e de integracao

Fase 3 — Validacao Experimental (julho-novembro/2026)

* Desenho experimental com grupo controle

* Execucdo de experimentos em contexto escolar real

Coleta de dados quantitativos e qualitativos
* Andlise estatistica de resultados

* Discussao de implicagdes para pratica e politica educacional

Sintese Final do TCC (outubro—-novembro/2026)

* Integracdo de resultados das trés fases
* Discussdo de contribui¢des tedricas e praticas
* Recomendagdes para pesquisas futuras

e Submissio e defesa do TCC
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5 CRONOGRAMA

O cronograma do projeto estd organizado em trés fases principais, conforme des-
crito no Capitulo 1, abrangendo o periodo de marco de 2025 a novembro de 2026 (20 meses).

A Tabela 5 apresenta as atividades planejadas e sua distribui¢do temporal.

Tabela 5 — Cronograma de atividades do projeto (mar¢o/2025 — novembro/2026).

Periodo Atividade Fase Status
Margo/2025 Defini¢do sobre o tema com orientador/coorientador Fase 1 Concluido
Abril/2025 Revisdo bibliografica inicial Fase 1 Concluido
Junho/2025 Refatoracdo da revisdo sistemadtica Fase 1 Concluido
Novembro/2025 Leitura dos artigos + criacdo do PTC Fase 1 Em andamento
Fevereiro/2026  Levantamento de requisitos da solug¢ao Fase 2 Planejado
Mar¢o/2026 Desenvolvimento do protdtipo Fase 2 Planejado
Julho/2026 Execucao dos experimentos Fase 3 Planejado
Setembro/2026  Andlise dos resultados Fase 3 Planejado
Outubro/2026  Correcdo do texto do TCC Fase 3 Planejado
Novembro/2026  Submissdo do TCC Fase 3 Planejado
Observacoes:

* Fase 1 (PTC): Revisdo sistemadtica da literatura (mar¢co—novembro/2025).

* Fase 2 (TCC): Desenvolvimento de protétipo de ferramenta computacional para edu-

cagdo matemadtica (fevereiro—junho/2026).

* Fase 3 (TCC): Validagdo experimental do protétipo em contexto escolar real (julho—

novembro/2026).

O projeto encontra-se atualmente na reta final da Fase 1, com a documentagdo da
revisdo sistemdtica realizada conforme protocolo PRISMA 2020 (PAGE et al., 2021). As fa-
ses subsequentes serdo executadas durante o TCC propriamente dito, utilizando os resultados e
lacunas identificadas nesta primeira fase como direcionamento para o desenvolvimento e vali-

dacdo da ferramenta educacional.
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